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RESUMEN

Este trabajo introductorio presenta y describe diversos modelos de regresion multiple y
su respectiva formulacion como un problema de optimizacién por metas. Se describen
los modelos de regresion mediana, regresion mediana ponderada, regresiéon cuantilica,
regresion cuantilica ponderada y formulacion minimax. Ademas, se describe la formulacion
dual de estos modelos y se presentan algunos ejemplos sencillos se presentan para
explicar los conceptos desarrollados y las aplicaciones de dichos modelos en ingenieria
y ciencias.

Palabras clave: modelos de regresiéon multiple, programacién por metas, regresion
cuantilica, optimizacién minimax, regresion restringida.

ABSTRACT
This introductory work shows several multiple regression models and their relevant
development as a problem of goal programming (eliminar...optimization by goals). It

describes the median regression, weighted median regression, quantile regression,
weighted quantile regression, and minimax formulation models. Furthermore, describes
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their dual formulation. We describe some simple examples to explain the concepts
developed and applications of such models on engineering and sciences.

Key words: multiple regression models, goal programming, quantile regression, minimax
optimization, constrained regression.

INTRODUCCION

Uno de los grandes problemas de los modelos de regresion lineal multiple es el
cumplimiento de los supuestos basicos como homocedasticidad, valor esperado y
normalidad de los errores, etc. El presente documento tiene por objetivo relacionar
algunos modelos poco usados en la aplicacidn econométrica y utiles para el analisis
de la informacién. Ademas, se integra la modelacién estadistica con los modelos de
optimizacién con multiples objetivos.

Los modelos de regresion multiple son algunas de las técnicas estadisticas mas usadas
para analizar datos. El objetivo de los modelos de regresion multiple es encontrar la relacion
entre variables. De manera mas formal, dados n vectores en R” (Yl,xz,...,x" e ER)
que representan las variables explicativas y n valores reales (yl,yz,...,yn € SR) que
representan la variable explicada. En estos modelos, se tiene por objetivo encontrar un
vector de estimadores B = (B,,B,.....B,, )€ ®" que minimicen un problema determinado
de optimizacién que depende de los valores de x',y,, i = 1,...,n.La regresion por minimos

cuadrados busca resolver este tipo de problemas de optimizacion [18]:

min f(B) = i(y,- By’

Y Ademas, supone lo siguiente:
y.—B'x =u,i=1,.,m

E(u|x')=0

Siendo u, una sucesion de variables aleatorias e idénticamente distribuidas (generalmente,
se asume la distribucion normal).

En muchos problemas practicos, los supuestos descritos anteriormente no se satisfacen
con facilidad y es necesario, hacer algun tipo de transformaciones sobre las variables o
utilizar otro tipo de técnicas matematicas. Para dar soluciéon a este tipo de problemas,
surgen los conceptos de regresiéon mediana [28], y regresidon cuantilica [2], [8], ya
que se ha demostrado que estos tipos de modelos de regresidén son mas eficientes
que el estimador maximo verosimil de muchos modelos paramétricos convencionales.
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Existen diversas aplicaciones de dichas técnicas en areas tales como: ecologia [1] y [2],
economia [3], [5], [6], retribucion salarial [19], [29] y [12], prediccién de demanda [16],
calidad de la educacion [4] y [38], desnutricion infantil [39], entre otros [7], [10], [11], [15],
[17], [20], [21], [25] y [28]. En la seccidn siguiente, se presenta una breve introduccion a
la programacion por metas. En la seccién 2, se hace la formulacion de diversos modelos
de regresion, por medio de esta técnica de programacion lineal multiobjetivo.

1. PROGRAMACION POR METAS

La programacion u optimizacion por metas (goal programming), [24], [27], [36] y [37]
tiene por objetivo alcanzar unas metas o niveles de logro para determinados objetivos
y fue desarrollada por Charnes y Cooper en 1955. De acuerdo con Gunes [33], la
programacion por metas (GP), es una técnica o herramienta muy util para los tomadores
de decisiones de tal forma que sea factible discutir y encontrar un conjunto de soluciones
apropiadas y aceptables en problemas de decision con multiples objetivos o criterios.
Por otra parte, determinar con precision el valor real de cada objetivo es muy dificil por
que se obtiene solo informacion parcial.

Matematicamente, los problemas de programacion por metas se definen de la siguiente
manera: Dadas n funciones objetivo Z(x) = (Z,(x) Z,(x),...,Z, (x)) , donde x € R" define
el vector de variables de decision y un vector de metas z,,,., = (2, .ei0» Z2.metas Z3.meta >+ Zn.meta)
, donde z, ., define la meta del objetivo i, el método ofrece como solucién el punto

factible mas cercano a dicho punto. Asi pues, el modelo matematico que representa
dicha situacion es:

min Yz -z )
i=1

sujetoa xe X < R"”

Donde X simboliza la region factible del problema de optimizacion.

La funcién objetivo del problema (1) es no lineal y no diferenciable. Sin embargo, es
posible transformarla en una funcion lineal, introduciendo dos variables auxiliares
positivas para cada objetivo, que son:

. d; corresponde a la desviacion positiva o variable de exceso en cuanto al
cumplimiento de lameta i,i=1,...,n.

d; correspondiente a la desviacion negativa o faltante sobre el nivel requerido
paralameta i,i=1,..,n.

Ademas, se cumple que dd; =0 con i,i=1,.,n. Es decir, no es posible que una
variable de desviacion positiva y una variable de desviacién negativa pertenezcan de
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forma simultanea a la solucion basica, ya que en ningun caso se puede exceder y ser
inferior a la meta. Por otra parte:

d' +d = ‘zi,mem -Z(x),i=1,..,n. (2)
di —d; =Z.(x) =z p» 1=L.sn (3)
d,d”>0,i=1,.,n (4)

Utilizando (2), (3) y (4), el problema de optimizacion (1) se puede escribir de la siguiente
manera:

min Z d’ +d; sujeto a

i=1

Z,(x)+d; —d'=Z, uri=lyn )
xeX,d ,d >20,i=1,..,n
En algunos casos, los problemas de programacién por metas pueden tener diferentes

niveles de ponderacion para cada objetivo. En este caso, la funcion objetivo se escribe
de la siguiente forma:

min Y w,(d; +d;)

i=1

Donde w, es la ponderacion de la meta i . Existen algunas variantes de la formulacion
descrita anteriormente desarrolladas en Smith R., et al [24].

Otro tipo de formulaciones que se usan en programacion por metas, es la basada en
la minimizacion de la distancia o norma Lp del valor obtenido a la meta. La formulacion
general del problema de optimizacion es [41], [42], y [43]:

" 1/7p
min {Z (dl.+ +d; )p} sujeto a )
i=l1
Zi (x)+di_ _di+ = Zi,meta s l =
xeX,d' ,d; 20,i=1,.,n

l,....n

Donde p €[1,+=]. La formulaciéon anterior implica tener una funcién objetivo no diferenciable;
para evitarla se resuelve el siguiente problema equivalente de optimizacion:
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min Z (d D+d; )psujeto a
i=l1
(7)
Z(x)+d; —-d =Z,,,..-i=1..,n

i,meta >

xeX,d ,d >20,i=1,..,n

Cuando p=1, se tiene el problema lineal de programacién por metas descrito en (5).
Cuando se tiene la norma del maximo (p = «), la formulacién de la funcién objetivo se
presenta de la siguiente forma minimax [44]:

min max{(d; +d; ) i=1,...,n}

El modelo (7) para la norma del maximo, tiene la siguiente formulacion basada en la
norma de Chevyshev [44], [45]:
min D, sujeto a
Z(x)+d; —d =Z, ..
d'+d <D, i=l..n
xeX,d ,d >0,i=1,..,n,D>0

i=1,..,n

(8)

Donde D es una cota superior de las suma de las desviaciones con respecto de
la meta en cada uno de los n objetivos. La formulacion minimax es tipica de los
problemas aplicados en teoria de juegos o teoria de la decisién multicriterio [46],
[47]y [48].

Vale la pena anotar que existen muchas aplicaciones de la programacién por metas,
en las cuales se utiliza la formulacién original combinada con otras estrategias de
modelacién como programacion lineal difusa aplicada a diversos sectores y temas
especificos [30], [37]. Analisis envolvente de datos [31], modelacién en cadenas de
abastecimiento, Planeacion de la produccion y Localizacion de entes fisicos [32], [49],
[50], Planeacion de recursos humanos [34] y Gestion financiera [35], [37].

2. REGRESION MEDIANA

La regresion mediana o L, descrita en Toshiyuki S. et al [26] y Li, Y. et al [40] tiene por
objetivo minimizar la suma de errores absolutos. Es decir:

n
min Z
i=1

y-Bx| @
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Haciendo ¢, = y, —B"x", donde ¢, representa el error o desviacion del valor estimado
sobre el valor real. Si €, > 0, la estimacion B’x’ < y, (el valor real ( y, ), es menor que el
valor estimado B’x’). En caso contrario, el valor real observado es menor que el valor
estimado. Definase:

e/ =max{0,e,}, &, =max{0,—€,}  (10)

que representan variables de desviacion o errores en las estimaciones. Por lo desarrollado
en la seccién 1, el modelo de optimizacion (9) formulado por medio de programacion
por metas es [26]:

min f(gi,z':l,...,n,ﬁ):Z:s,.+ +¢, ,Sujeto a (11)

i=1

gl —e =y, -B'x, i=1,...,n

1
BeR",e/, e 20
El problema de programacion lineal (11) tiene m + 2n variables y n restricciones. Las
restricciones del modelo de optimizacion (11) representan la desviacion (positiva o
negativa), de la estimacion con respecto del valor real y la funcion objetivo es equivalente
a la minimizacion de los errores absolutos.

Ejemplo 1. Tomado de Montgomery, et al [18]. La tabla 1 presenta algunos datos de
pruebas de energia solar térmica, donde:

y: flujo total del calor (Kwatts)

x, : insolacién (watts/m?)

x, : posicion del foco en direccidn este (pulgadas)

x, : posicion del foco en direccion sur (pulgadas)

x, : posicion del foco en direccion norte (pulgadas)

x5 : hora del dia

Tabla 1. Datos del ejemplo para regresion mediana

K k k k k k
Yk X Xy X3 Xy Xs
1 271.8 783.35 33.53 40.55 | 16.66 | 13.20
2 264.0 748.45 36.50 36.19 | 16.46 14.11
3 238.8 684.45 34.66 37.31 17.66 | 15.68
4 230.7 827.80 33.13 3252 | 17.50 | 10.53
5 251.6 860.45 35.75 33.71 16.40 | 11.00
6 257.9 875.15 34.46 3414 | 16.28 | 11.31
7 263.9 905.55 34.60 34.85 | 16.06 | 11.96
8 266.5 909.45 35.38 35.89 | 15.93 | 12.58
9 2291 756.00 35.85 33.53 | 16.60 | 10.66
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Por minimos cuadrados el modelo de optimizacion es:

2
1 5
win 31 - 315,
k=1 Jj=1

Obteniendo la solucion de la tabla 2:

Tabla 2. Estimadores por minimos cuadrados del problema de regresion

B1 B2 B3 Ba Bs
0.131 | 1.986 | 4.545 | -6.607 | 2.043

Por otro lado, utilizando regresion mediana se obtiene el siguiente modelo:

1
min Z
k=1

5
k
Y~ ij B,
j=1
Y su formulacién por medio de programacion por metas:

10
min Z(a,:' +g,),s.a.
k=1

5
Vi —foﬁj =g, —g,, k=1,.,10
=1

+ +
€,,6, 20

El conjunto de restricciones del problema anterior, define el error (desviacion positiva o
5
negativa), del valor real y, con respecto de la estimacion Zx_fﬁj =x"B . Por ejemplo:

. ‘. Y LI
para la primera observacion (k =1), la restriccion obtenida es:

271.8—783.35B, —33.53B, —40.55p, —
16.66B, —13.20B; =¢" ¢,

De este modelo de regresion L, los estimadores obtenidos son Lopez H. [13].
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Tabla 3. Estimadores por regresion mediana del problema de regresion

B, P, Ps Pa Bs
0.134 |1.543 |5.089 | -5.575 | 0.292

Ademas, se puede hacer las siguientes comparaciones para los dos modelos:

Tabla 4. Comparaciones de resultados para los errores con minimos
cuadrados y regresion mediana

Regresion mediana | Regresion minimos cuadrados
2(8 ')2 252.93 201.052
Zlgl 28.262 34.527
|Zg| 4,58 0,035

Aunque los resultados obtenidos por minimos cuadrados parecen mejores que
los resultados obtenidos con regresion mediana, es importante anotar que sus
objetivos son distintos ya que no es necesario hacer los mismos supuestos sobre
los errores.

Ejemplo 2. Polinomio de regresion. Supongamos que se tienen los datos de la tabla
5 de la demanda anual de un producto para ser ajustados por una funcion polinomial
de orden 2.

Tabla 5. Datos de demanda de producto

Periodo x 1 2 3 4 5 6 7 8 9 10
Demanda d 23 | 50 | 100 140 | 230 | 287 | 340 | 520 | 650 | 709

La ecuacion del polinomio de regresion esta dada por: d =B, +B,x+p,x*. Luego el
modelo por programacion por metas es:

10
min Z(a,j +€,),5.a.
k=1

d, =By —Bix; _Bzx/f =g/ —¢g,, k=1,..10

+ +
€,,6, =20
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Por ejemplo: para k =5, la restriccion seria:

230-B, —5B, —25PB, =5 —&5

Obteniendo la solucién por medio de minimos cuadrados y por programacion por metas
que se presenta en la tabla 6:

Tabla 6. Estimadores por minimos cuadrados y programacion por metas

Bo B1 B2
Minimos cuadrados 5.86 10.23 6.303
Programacion por metas 5.33 11.81 5.856

Graficamente el polinomio solucion se representa en la siguiente figura 1:

2

= £ 303 + 10 248 +5 8667
+m W= fiad 2 b

&«
B0 /
500 >
//:

300 "/c

200 /

100 ~—~"f

a 3 4 & 8 10 12
periodo de analisis

Demanda por periodo
g

Figura 1. Ajuste polinomial de orden 2 por medio de minimos cuadrados

500
o 7O w500 ¢ 110+ 530,
B8 ]
— B0
g e
+*
=5 a0 /
o
o 490
© A
T o
£ /
8 = /
e ._,.4/
o .
o z 4 g 8 10 12

periodo de analisis

Figura 2. Ajuste polinomial de orden 2 por medio de programacién por metas
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Ejemplo 3. Influencia de datos atipicos. Una de las grandes desventajas de la
regresion por minimos cuadrados, es la influencia de datos atipicos. Por ejemplo: los
datos descritos en la tabla 7, representan la demanda de un articulo en determinados

periodos.

Tabla 7. Demanda de un articulo en determinados periodos.

Periodo x

Demanda d

15,90

18,00

21,43

24,76

27,86

30,39

33,47

36,18

OO N O™ WN(—

39,64

10

42,30

11

45,73

12

12,00

En la figura 3, se presenta un diagrama de dispersion de la informacion anteriormente

descrita.

Demanda por periodo

50,00
4500

40,00

3,00

50,00

2500
20,00

15,00

®

10,00
5,00

0,00

0,00

200

4,00

6,00

8,00

10,00

periodo de analisis

12,00

14,m

Figura 3. Diagrama de dispersién para los datos del ejemplo 3

Se podria asociar dicho comportamiento con una recta de regresién, notando que el
ultimo dato no sigue la tendencia esperada. Utilizando minimos cuadrados, la ecuacion

obtenida es:
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Bruacion MOy agq4c 4 18 628

50,00
45,00 *
40,00 -

2 35,00 - ___:__,-a-""f
530,00 .

§ 25,00 ot

gzn,nn T

E1500 —=
10,00 ©
5,00
0,00 ' ' , '
000 200 400 B00 800 1000 1200 1400

periodo de analisis

Figura 4. Recta de regresion por minimos cuadrados

Utilizando regresion mediana, se obtienen la siguiente ecuacién y recta de regresion:

£0,00

¥ = 29333 + 12967
50,00

40,00 /

Demanda por periodo

L) [a]
o =
) =
o =

\ —
10,00 ()

D,DD T T T T T T
0,00 200 400 6,00 800 10,00 1200 14,00

periodo  de analisis

Figura 5. Recta de regresion mediana

Es posible darse cuenta de que en regresion mediana o con percentil 50, la influencia
de datos atipicos es menor que en los modelos por minimos cuadrados [8], debido a
que dicha medida de tendencia es mas robusta que el promedio.

Segun lo indica [56], existen antecedentes tedricos, tales como lo demostrado en [57],
donde se afirma que en los casos en los cuales existen datos atipicos o anémalos la
regresion mediana es mas consistente que por minimos cuadrados. De esta forma,
utilizando dicha técnica es posible no eliminar estos datos de la muestra. Por otra parte,
Dielman T. [58], demuestra que en el caso de no tener residuos normales en minimos
cuadrados, esta situacion no genera problemas en la formulacién presentada en este
trabajo, debido a que es posible extenderlo a otro tipo de distribuciones.
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3. REGRESION CUANTILICA O POR PERCENTILES

En los métodos de regresion lineal clasicos, el objetivo es minimizar la suma de los
residuales al cuadrado y utilizar la media como estimador. Por otra parte, la regresion
cuantilica o por percentiles introducida por Koenker [8], y Koenker et al [9], donde se
busca minimizar una suma de errores con pesos asimétricos y utilizar los cuantiles
como estimadores. La motivacion para utilizar cuantiles en vez de la media, es debido
a la relacion estocastica que puede existir en las variables aleatorias trabajadas en los
modelos, siendo posible reflejar una mejor relacion y encontrar menor impresion en las
inferencias realizadas. La estimacion por minimos cuadrados puede llegar a ser muy
deficiente cuando los errores no distribuyen normal. En el caso de la regresion cuantilica,
las estimaciones generan modelos mas robustos y por consiguiente mas confiables.
El problema de la regresién por minimos, que busca estimar funciones mediante el
promedio, es la poca robustez de dicha medida y ademas, dada la heterogeneidad de
la variable explicada en algunos casos, es posible que el promedio sea una medida
muy pobre para realizar el analisis de la informacion.

Los modelos de regresion cuantilica generalizan el modelo de regresion mediana (11).
En este caso, no es necesario que E(ui|xi) =0, pero el T —ésimo cuantil o percentil del
error con respecto de las variables regresoras debe ser cero.

Cabe anotar que las condiciones para aplicar los modelos de regresion cuantilica son
menos fuertes que los modelos por minimos cuadrados. En este caso, se realiza la

estimacion del 1 —ésimo cuantil o percentil de las variables explicadas y, con respecto
de las variables regresoras, que se anota de la siguiente forma:

Qr (yi|xi) = Bthi

La estimacion de B, se encuentra por medio de:

>otly - B x|
R e (12)
nsles%mn + Z (1 -1 )‘yi - BTTxi‘
)’1<B1xi

Es decir, los errores positivos se ponderan con un valor de t y los errores negativos se
ponderan con un valor de (r —1). Una manera mas compacta de escribir el problema
de optimizacién (12) es por medio de la funcion de chequeo definida de la siguiente
manera:

p.(N=rx@-1(r<0), 0<t<l1
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1, r<0

Donde: I(r <0) = .
0, >0

De este modo, el modelo matematico (12) se puede escribir como:
min f(B)=) p. (v, -B'x")  (13)
i=l

Cuando 1t =0.5, el problema de regresién cuantilica es equivalente al problema de
regresion mediana.

La técnica mas usada para solucionar el problema de regresion cuantilica (13), es por
medio de su representacion como un problema de programacion lineal por metas [14].
La funcion de chequeo se puede escribir como la suma de dos funciones positivas:

p. () =1 (N+1-1)p (r),

Donde:
p (r)=max{0,r} y p~ (r) = max{0,—r} .

Seane =p*(y,—-B'x'), e, =p (y,—-B'x"), € =(€ 8, ), € =(€] ,0)).

De esta forma, la formulacion del problema de regresiéon cuantilica (13), como un
problema de programacion lineal por metas, esta dada por Koenker, R., [8]:

min Zraf +(1-1)e;
Sujeto a =l (14)
el —e =y, -B'x', i=1..,n
BeR", e, e 20

1

En este caso, las restricciones son equivalentes a las del problema de regresion
mediana.

La funcién objetivo cambia por las ponderaciones asimétricas de las variables de
desviacién. A continuacion, se muestra un caso de aplicaciéon de la regresién cuantilica
con una sola variable explicativa.

Ejemplo 4. Los datos presentados a continuacién son simulados. Sea x = afos invertidos
en educacion y la variable explicada y = retribucion salarial por hora en unidades
monetarias. El diagrama de dispersion para los datos es el siguiente:
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Retribucion salarial
80000
o 70000 hd
5 60000 *
< 50000
8 40000 s g
.2 30000 *—9
§ 20000 * * +
© ‘ * Py *
” 1000077—01,—3—%—.7
of—ee = *3 ‘ ‘ ‘
0 5 10 15 20 25 30
anos de educacion

Figura 6. Diagrama de dispersion de los datos del ejemplo 4

Obteniendo las curvas de regresion por percentiles con el paquete estadistico R [22],
descritas en la figura 7, con los valores de t =0.10, 0.25, 0.5, 0.75y 0.9.

Salario por una hora de trabajo

80000

*
70000
.
«» 60000
8
§-50000 /
S 40000 /M
*
2 30000 W,./
£
° 20000 4 5 +
10000 3
0
0 5 10 15 20 25

anos de educacion

‘ 4 salarioxhora—=—tau = 0,1 = tau = 0,25 —*—tau = 0,5 —¢—tau = 0,75 —+—tau=0,9 ‘

Figura 7. Rectas de regresién cuantilica para los datos del ejemplo 4

Analisis de resultados. Por ejemplo: la curva obtenidaparat =0.1 es y =1.3 +384x,
implica que para los elementos de la poblacién con menor salario (inferior al 10% o por
debajo del percentil 10), se tendra que por cada afio adicional invertido en educacion,
su aumento promedio salarial por hora es de 384 unidades monetarias. Otra aplicacion
importante en este ejemplo, es la siguiente: para una persona que ha estudiando 16
anos, se obtienen las siguientes estimaciones en los percentiles 10 y 90:

y,,(16) = 7472 unidades monetarias
Vy,(16) = 34306 unidades monetarias
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Como en ese rango se encuentra el 80% de la poblacion, se espera que con dicho nivel
de estudio (16 afos), la retribucion salarial por hora de los individuos se encuentre entre
esas dos estimaciones. En la tabla 8, se presenta el valor B, y B,. para los distintos
modelos de regresion cuantilica de la grafica 7, recordando que la recta de regresion
para el percentil T se nota: y, =, +B,.x.

Tabla 8. Valores de los estimadores para los modelos de regresion cuantilica

t=| 01 025 | 05 0.75 0.9

Por | 1332 | 2807 | 1067 4806,75 5122
Plz | 384 | 458 | 1262 1411,25 | 1824

4. REGRESION CUANTILICA PONDERADA

En regresion, uno de los objetivos de los modelos por minimos cuadrados ponderados
es corregir problemas tales como varianza no constante para los errores o simplemente
dar una jerarquia o nivel de importancia a cada una de las observaciones. En este tipo de
modelos, es necesario introducir un nuevo parametro definido de la siguiente forma:

W= (W, W,,...;W,)
Cada w, representa el factor de ponderacion de la observacion i, i =1....,n.

El problema de optimizaciéon para minimos cuadrados ponderados se formula de la
siguiente manera Montgomery, et al [18]:

n
: T _i\2
min Y w,(y, - B"x")
i=1
Por otra parte, el modelo de regresion cuantilica ponderada se escribe como:

ZT Wi‘yi - BTTxi‘
. yizB.x' (15)
I&%n + z (1 —T)w, ‘yi —~ BTTxi‘

yi<thl

De forma equivalente (15), se expresa como un modelo de programacion por metas de
la siguiente manera:
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min » Tw,e +(1-T)w,€;
Sujeto a i=l (16)
el —e =y, -B'x', i=1..,n
BeR", e, e 20

1

En el caso que w, =1, i=1,..,n el problema (16) es equivalente a (14). Cuando

1

w=1i=1.,ny"1 :%, el problema (16) es equivalente al problema de regresién

mediana (11). Matricialmente (16), se expresa de la siguiente manera:

8+

min z(B,e 7,6 ") = th,(l—r)wT,()m] g~

p

B
[x 1, -1, ]e"|=y (17)

B e 9:{"1

Notese que una ventaja de esta formulacion por metas, es que permite incluir
restricciones sobre los parametros [56], por conocimientos a priori, tales como intervalos
de pertenencia (cotas superiores e inferiores), relaciones entre parametros, signos, etc.,
extendiendo la formulacion clasica de minimos cuadrados ordinarios. Estas restricciones
sobre los parametros controlan valores no factibles de los estimadores y problemas
de mal ajuste [59]. A continuacién, se presenta un ejemplo para mostrar una de las
utilidades de la regresion cuantilica ponderada.

Ejemplo 5. Con los datos del ejemplo 4, se obtiene la curva de regresion cuantilica
con T =0.9 ydada por: y =5122+1824x. Una de las aplicaciones de los modelos de
regresion ponderados es en la influencia de datos atipicos. En este caso, se encuentran
dos datos fuera del comportamiento promedio de la poblacion.
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Figura 8. Rectas de regresion cuantilica y cuantilica ponderada

Para evitar la influencia de dichos datos, se hace una ponderacion dandole menor
importancia. Se observa que en el modelo de regresion cuantilica con t = 0.9 ponderado,
la estimaciéon promedio es menor. Es importante anotar que los datos atipicos sélo
influyen en los percentiles extremos. Otra aplicacién de los modelos ponderados de
mayor uso, es cuando se tienen factores de expansion por muestreo [23].

5. MODELO DUAL DE OPTIMIZACION

Es posible asociar a (17), un problema de programacion lineal dual [3]. Sead = [a’1 - ] " el
vector de variables duales correspondiente al problema (14). Asi, el dual asociado al
problema anterior es:

max y'd, sujeto a
X"d =0 (18)
(t-Dhw<d <ww

El problema dual es un problema de programacion lineal con variables acotadas y tiene
m+2n restricciones y n variables. Es decir, son menos variables que en problema primal
(17). En la practica, es mas facil resolver el problema dual para regresion cuantilica
ponderada que el primal. Algebraicamente, el modelo matricial (18) se escribe de la
siguiente manera:
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max Zyidj, sujeto a

J=1

injdj:0, i=L..,m (19)
=1

(T —l)wj de <ww,, j=l.,n

6. FORMULACION DEL PROBLEMA DE OPTIMIZACION
POR METAS CUADRATICO Y MINI-MAX

La norma L, aplicada a los modelos de regresion lineal multiple tiene por objetivo
minimizar la siguiente funcion objetivo:
P
(20)

Haciendo ¢, = y, —B"x’, donde ¢, representa el error o desviacién del valor estimado
sobre el valor real. Si se defineg;” = max{0,e,} y €, =max{0,—€,} son las variables de
desviacion o errores en las estimaciones. De acuerdo con lo desarrollado en la seccion
1, el modelo de optimizacién (20) formulado por medio de la programacion por metas
no lineal es:

min (Zn:‘yi -B7x
i=1

min f(gi,izl,...,n,[}):Zn:(si+ +s[)p
Sujeto a . (21)

Claramente cuando p=2, se tiene el problema tipico de regresion por minimos cuadrados,
y se obtiene una formulacién de optimizacién por metas equivalente a la formulacion
clasica de econometria [51], [52] y cuando p=1, se tiene el problema de regresion
mediana. Un caso interesante es cuando p=«, debido a que se tiene el siguiente
problema de regresion multiple min y max:

\

,i=1,...,n §

min max {‘yi -Bx

Que de forma equivalente, se puede escribir como un problema de programacion por
metas de la siguiente forma:
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min f(e,,i=1..,npB)= max{sf +g, 1= 1,...,n}

Sujeto a (22)

e —¢ =y, -B'x, i=L..,n

BeR™, e, e 20
Como el problema anterior no es diferenciable en su funcion objetivo, entonces al afiadir
una cota superior a todas las sumas de las desviaciones [27], el problema anterior es
equivalente a: min D

Sujeto a . (23)
gl —e =y —B'x, i=L..,n

1
P .
g, +g;, <D, i=1l..,n

BeR", e, e 20

i

Noétese que en este caso, se minimiza la maxima desviacion de los residuos (D), y se
encuentra un modelo mas equilibrado que los modelos clasicos [60]. Debido a que esta
formulacién se basa en el maximo de una muestra, esta medida no es robusta ante la
presencia de datos atipicos, por lo cual se sugiere su uso en el caso de una muestra
homogénea [56].

Aznary et al [56], proponen cambiar el conjunto de restricciones €, +¢; <D, i=1,..,n
por restricciones de la forma ¢ +¢; <Dy,, i=1,..,n cuando se estan estimando pre-
cios, viajes o cualquier variable positiva.

La formulacion minimax para modelos de regresion multiple tiene aplicaciones en varias
ramas de la estadistica e ingenieria, tal como regresion robusta [53] y [54], regresion
local [55], Estadistica no paramétrica, etc.

Algunos autores proponen el uso de un modelo biobjetivo [56], de tal forma que se
pueda incluir la maxima desviacion de los errores y la regresion mediana (siendo esta
una técnica excelente en el caso de datos atipicos en la muestra), y llegar a soluciones
intermedias por medio de la generacién de la frontera de Pareto. Matematicamente, el
problema biobjetivo se escribe como:

min (D,i(sf +8i)j
i=1

Sujeto a (24)
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+ - T.i -

g, —g, =y, —B'x,i=1..,n
- .

g, +¢, <D, i=1,..,n

-
BeR", g, g, 20

Esta formulacion es interesante, debido a que es posible utilizar técnicas clasicas de
optimizacién multiobjetivo [24] para analizar el conjunto de soluciones y su implicacion
en la estimacion y prediccion.

7. CONCLUSIONES

Los modelos de programacién multiobjetivo por metas, son una herramienta util para
el calculo de estimadores en modelos de regresién multiple debido a su formulacion
equivalente.

Es interesante aplicar estos modelos de regresiéon cuantilica y mediana cuando los
supuestos sobre los errores en minimos cuadrados no se cumplen de forma satisfactoria
o de forma completa. Ademas, las formulaciones como un problema de programacion por
metas, permite incluir restricciones sobre los parametros por estimar y de esta forma,
controlar a priori condiciones no factibles o conocimiento dado sobre los estimadores.

Los modelos de regresion mediana permiten menor influencia de datos atipicos con
respecto de los modelos de regresion por minimos cuadrados. De esta forma, utilizando
dicha técnica, es posible no eliminar estos datos de la muestra.

La regresion cuantilica permite analizar la distribucion de la variable respuesta en distintos
puntos y determinar rangos en la prediccion para un individiduo determinado.

La estimacion por minimos cuadrados puede llegar a ser muy deficiente cuando los
errores no distribuyen normal. En el caso de la regresion cuantilica, las estimaciones
generan modelos mas robustos y por consiguiente, mas confiables. El problema de la
regresion por minimos cuadrados, que busca estimar funciones con el promedio, es
la poca robustez de dicha medida y ademas, dada la heterogeneidad de la variable
explicada en algunos casos, es posible que el promedio sea una medida muy pobre
para realizar el analisis de la informacion.

La programacién por metas permite formular modelos de optimizacién que involucren el

valor absoluto en la funcion objetivo (optimizacion no diferenciable), como un problema
de programacion lineal, introduciendo variables de desviacion.
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